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3.3 特征分析的应用—基于特征脸的人脸识别

1.问题的背景

进入互联网时代，我们每天都在和各种账号密码打交

道。如果为所有账号设置统一的密码，一旦一个账号密码

泄密，其他的账号密码都面临泄露的威胁；如果账号密码

很多，就会带来很大的记忆负担。生物特征(如指纹、掌

纹、人脸、虹膜)设别技术恰巧能解决这样的问题。
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3.3 特征分析的应用—基于特征脸的人脸识别

由于生物特征具有特异性和不变性，因此能够作为个人身

份凭证；相比于数字账号密码，生物特征不易丢失和伪造，因

此具有更高的安全性。

常见的生物特征识别技术包括人脸识别、指纹识别、虹膜

识别等。相对于指纹、虹膜等生物特征，人脸的获取采集要简

单和方便的多。人脸识别技术通过计算机自动分析人脸图像，

进而辨认该人脸的身份信息。目前，人脸识别已经开始广泛应

用在海关边检、监控安防、电商金融、门禁系统以及个人电子

设备（如手机、数码相机和个人电脑等)。
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人脸识别技术的难点在于不同表情、不同角度、不同光照下

的人脸差别很大，甚至在一些场合还会有口罩墨镜等遮挡物品

。这些因素给人脸识别带来严峻的挑战。因此人脸识别问题成

为模式识别领域的重要难题。

2.问题的提出

人脸识别的算法很多，如基于特征脸的人脸识别算法，上次

讲过的稀疏表示算法，以及基于神经网络的人脸识别算法等。

特征脸是一种比较简单的人脸的识别算法，也是第一种有效的

人脸识别算法。特征脸算法本质上是在一组人脸图像上进行主
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成分分析(PCA)，所谓特征脸实际上就是这组人脸图像对应

协方差矩阵的特征向量。根据主成分分析原理，对于任意的

一张人脸，都可以采用特征脸的线性组合来近似拟合。

前面已经讲过，主成分分析是一种有效的特征降维手段，

其目标是将数据投影到低维子空间中，同时保证在子空间中

数据的方差尽可能大，每一个特征向量对应一个一维子空间

的法方向。通过这种线性变换，能够有效去除数据中的冗余

信息。在人脸识别领域，将子空间对应的特征向量形象地称

为特征脸。
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平均脸
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平均脸
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3.特征脸数学模型

假设有一组M个人脸图像(灰度图像，大小都为m×n),每一张

人脸图像都可以表示为一个由m×n个元素组成的长向量，即

𝐱! = (𝑝!", 𝑝!#,···, 𝑝!$)%, 𝑖 = 1,2,···, 𝑀

其中p表示图像像素，N =m×n表示向量长度，M表示人脸图像

的数量。进行主成分分析之前需要对所有的人脸图像进行零均

值化，即将上述的每一个人脸向量都减去均值向量，其中 均

值向量为

𝛍 =
1
𝑀
-

!&"

'
𝐱!
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零均值化后的人脸向量为𝐳! = 𝐱! − 𝛍, 现在希望找到一组正交投

影方向将数据投影到低维特征子空间中，这可以通过计算特征

协方差矩阵的特征向量来实现。协方差矩阵定义为

𝐂 = 𝐙𝐙%

其中𝐙 = [𝐳", 𝐳#,···, 𝐳']为数据矩阵，设协方差矩阵对应的特征值

𝜆!和特征向量𝐮!满足

𝐙𝐙%𝐮! = 𝜆!𝐮!
在实际应用中，由于人脸图像的维数N =m×n往往比较大。
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例如当人脸图像大小为100 × 100时，协方差矩阵就是一个

10000× 10000的矩阵，而计算矩阵特征值的时间复杂度是𝑂(𝑁() ,

因此直接计算协方差矩阵的特征值是不现实的。

然而由于我们知道矩阵𝐙𝐙%是一个和𝐙%𝐙具有相同的非零特征值

，而𝐙%𝐙是一个M×M的实对称矩阵，在特征脸问题中人脸图像的

个数M往往远小于人脸图像的维数N。因此我们可以通过求解低阶

矩阵𝐙%𝐙的特征值间接得到高阶协方差矩阵𝐙𝐙%的非零特征值和相

应的特征向量。

问题：高阶矩阵𝐙𝐙%和M阶矩阵𝐙%𝐙的特征向量之间有什么关系？
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设矩阵𝐙%𝐙的特征值和特征向量分别是8𝜆!和9𝐮!,则有

𝐙%𝐙9𝐮! = 8𝜆!9𝐮!
两边左乘数据矩阵𝐙,即得

𝐙𝐙%(𝐙9𝐮!) = 8𝜆!(𝐙9𝐮!)

这说明，若8𝜆!是矩阵𝐙%𝐙的一个特征值，9𝐮!是对应的特征向

量，那么8𝜆!也是矩阵𝐙𝐙%的特征值，对应的特征向量是𝐙9𝐮!.

也就是说：

𝜆! = 8𝜆!!𝐮! = 𝐙9𝐮!
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对于人脸图像数据，每一个特征向量𝐮!在显示为图

像时都很像人脸，因此也就称为特征脸。

由于我们仅需要计算投影方向向量，由此一般需要

得到的特征向量𝐮!归一化为单位向量，记为𝐞!"
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特征值的大小在一定程度上反映了投影到对应的子空间后的数

据方差的大小，或者说原始数据的信息量。

通常我们将特征值按照从大到小的次序排列，在实际应用

中，往往前10%左右的特征值就包含了原始数据90%左右的信

息量。因此可以选择合适的正整数d，将数据从N维降到d维，

降维后的数据向量为

𝐲! = [𝐞"%𝐳!, 𝐞#%𝐳!,···, 𝐞)%𝐳!]%， 𝑖 = 1,2,···, 𝑀

利用降维后的数据，可以重建或者重构原始图像，也就是

<𝐲! = [𝐞", 𝐞#,···, 𝐞)]𝐲! + 𝛍

利用降维后的数据，可以判别人脸所属类型。
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在实际应用中我们可以用𝑑" = <𝐱! − 𝐱! #
#表示降维重建后

的图像<𝐱!与原始图像𝐱!之间的距离。如果𝑑"大于一定的阈值

，则认为该图像𝐱!不是人脸图像。

令𝑟! = min 𝐲* − 𝐲! #
#表示降维后数据𝐲*与训练集样本降

维数据𝐲!之间的最小欧氏距离。若𝑟!小于一定的阈值，则认

为该图像的类别为其最近邻所属类别，否则认为该人脸图像

类别未知。
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4.实验设计与实现

在一个公开的人脸数据库ORL上测试基于特征脸的人

脸识别算法。

这个实验包含来自40个不同志愿者的共400张人脸灰度

图像，每个志愿者采集的10张人脸图像中包含了不同表情

、姿态的变化，图像大小以及归一化为112×92，图1展示

了 该数据集中的部分的人脸图像。
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图1 ORL数据集部分人脸图像
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实验中是把人脸图像分成3部分，将前30个类别中每个类

别的前6张人脸图像作为训练集，用于计算特征脸，也就是总

共有180个训练样本；剩下的人脸图像作为测试集，其中前30

个类别中每个类别的后4张人脸图像为正样本类(带有标记)，

共120个；后10个类别的所有人脸图像作为负样本类(不带有

标记)，共100个。

实验中计算180个训练样本的协方差矩阵并计算其特征值

和特征向量，保留最大的40个特征值对应的特征向量作为特

征脸。对于任意一张人脸图像，都可以用这40个特征脸的线

性组合近似表示。
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因此经过PCA变换后，每张人脸图像都被映射为一个

40维的向量。以下图2给出了前20个特征脸。

图2 前20个特征脸
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图3展示了部分人脸图像经PCA降维后的重建结果。可

以看到大部分人脸图像的重建结果和原始图像比较接近

，说明采用经过PCA降维的数据保留了原始数据中的绝

大部分信息。

图3  人脸图像重建结果

http://lamda.nju.edu.cn/


http://cs.nju.edu.cn

5.结果分析

实验中，我们保留了40个特征脸。如果保留的特征脸

很少，重建图像和原始图像差别很大，不同类型的人脸难

以区分；如果保留的特征脸很多，重建图像精度更高，但

也意味着要更多计算量，可以通过特征值的累计贡献来

确定合适的特征脸个数。
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3.4 广义特征值分析

特征分析的基础是对于矩阵𝐴 ∈ 𝐶+×+要确定数𝜆，以及非零向

量𝑢 ∈ 𝐶+,使得𝐴𝑢 = 𝜆𝑢。
但在信息科学的一些领域（如流形学习）中还会遇到这样的问

题：对于矩阵𝐴, 𝐵 ∈ 𝐶+×+,要确定数𝜆，以及非零向量𝑢 ∈ 𝐶+,
使得

𝐴𝑢 = 𝜆𝐵𝑢
这就是广义特征值问题，矩阵𝐴, 𝐵 ∈ 𝐶+×+组成一对矩阵束

(matrix pair),记成(A,B),常数𝜆和非零向量u分别称为矩阵束

的广义特征值(value generalized eigenvalue)和广义特征向量

(generalized eigenvector)。
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一个广义特征值和与之对应的广义特征向量组成一广义特征对，

记作(𝜆,u)。𝐴𝑢 = 𝜆𝐵𝑢也称为广义特征方程。由此可以看出，

特征值问题是当矩阵束(A,I)时广义特征值问题的一个特例。

虽然广义特征值和广义特征向量总是成对出现，但是广义特征

值可以单独求出。这一情况与通常特征值可以单独求出相类似

。由特征方程可以得到

(𝐴 − 𝜆𝐵)𝑢 = 0

由于要求广义特征向量𝑢 ≠ 0，所以一定要有系数矩阵𝐴 − 𝜆𝐵

为奇异矩阵,也就是

𝐴 − 𝜆𝐵奇异 ⟺ |𝐴 − 𝜆𝐵| = 0.
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|𝐴 − 𝜆𝐵| = 0称为广义特征多项式，因此矩阵束(A,B)又往往

表示成𝐴 − 𝜆𝐵.

因此，矩阵束(A,B)的广义特征值𝜆是满足广义特征多项式

|𝐴 − 𝑧𝐵| = 0的所有z(包括零值在内)。显然若B为单位矩阵时

，广义特征多项式就退化为|𝐴 − 𝜆𝐼| = 0,从这一角度讲，广义

特征多项式是一般特征多项式的推广。

若将矩阵束的广义特征值记作𝜆(𝐴, 𝐵),则广义特征值定义为

𝜆(𝐴, 𝐵) = {𝑧 ∈ 𝐶: |𝐴 − 𝑧𝐵| = 0}
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下面是关于广义特征值问题𝐴𝑥 = 𝜆𝐵𝑥的一些性质：

(1) 若矩阵A和B互换，且 𝜆 ≠ 0，则广义特征值将变为其倒数，

但广义特征向量保持不变，即有

𝐴𝑥 = 𝜆𝐵𝑥 ⟹ 𝐵𝑥 =
1
𝜆
𝐴𝑥

(2) 若B非奇异，则广义特征值问题简化为通常的特征值问题

𝐴𝑥 = 𝜆𝐵𝑥 ⟹ (𝐵-"𝐴)𝑥 = 𝜆𝑥

(3) 若A和B均为实对称的正定矩阵，则广义特征值一定是正

的。
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(4) 如果A为奇异矩阵，则𝜆 = 0必定是一个广义特征值。

(5) 若A和B均为正定的Hermite矩阵，则广义特征值必定是实

的，并且不同的广义特征值(𝜆!,𝜆.)对应的广义特征向量(𝑥!
𝑥.)相对于正定矩阵A和B分别正交，即有

𝑥!/𝐴𝑥. = 𝑥!/𝐵𝑥. = 0，𝑖 ≠ 𝑗

在很多应用中，往往只要用到广义特征值，这时等价矩阵束就

是一个非常有用的概念。

定义 所有广义特征值相同的两个矩阵束就称为等价矩阵束。
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由广义特征值的定义 |𝐴 − 𝜆𝐵| = 0和行列式的性质容易知道，

如果X和Y是两个非奇异矩阵，则

|𝑋𝐴𝑌 − 𝜆𝑋𝐵𝑌| = 0 ⟺ |𝐴 − 𝜆𝐵| = 0

因此，矩阵束左乘一个任意非奇异矩阵与（或）右乘任意一

个非奇异矩阵，都不会改变矩阵束的广义特征值。这一结果

可以总结为下面的命题：

命题 若X和Y是两个非奇异矩阵，则(XAY,ABY)和(A,B)是

两个等价矩阵束。
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等价矩阵束的概念给我们计算广义特征值问题提供

了思路，可以通过选择合适的非奇异矩阵X,Y, 求得

等价矩阵束(XAY,ABY)的广义特征值来求得矩阵束

(A,B)的广义特征值。

http://lamda.nju.edu.cn/


http://cs.nju.edu.cn

应用：线性判别分析 (LDA)

n LDA: Linear Discriminant 

Analysis

n 两组数据投影到一维直线

上

n 投影后：

l 本组样本投影间距离
尽量近

l 不同组样本投影间距
离尽量远

n 确定直线方向w：
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应用：线性判别分析 (LDA)

令𝛍!, 𝛴!, (𝑖 = 0,1), 分别表示两组数据集合的均值向量和协方

差矩阵。将这两组数据投影到直线w上，则两类数据的中心

在直线上的投影分别是𝐰%𝛍0和𝐰%𝛍"；两个样本投影的方差

分别是𝐰%𝛴𝟎𝐰和𝐰%𝛴𝟏𝐰.

找出w使同组数据投影点尽可能近：同组数据投影方差尽可

能小；不同组数据投影点尽可能远：不同组数据中心投影

尽可能远。

max: 𝐽 =
𝐰%𝛍0 −𝐰%𝛍𝟏 #

𝐰%𝛴𝟎𝐰+𝐰%𝛴"𝐰

http://lamda.nju.edu.cn/


http://cs.nju.edu.cn

应用：线性判别分析 (LDA)

n LDA的应用

l 银行破产预测（Edward Altman, 1968）

l 脸部识别（费舍尔脸 Fisher Faces）

l 地球科学（区分蚀变带）
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矩阵的相似化简与特征分析

n Hermitian矩阵的特
征值分解

n 特征值和特征向量
的性质

n 矩阵的相似变换与
对角化

n 矩阵的可对角化条件

n 广义特征值分析

n 应用
l 主成分分析(PCA)
l 特征脸
l 线性判别分析(LDA)
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